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ᄔ要

在電腦視覺與電腦圖學的領域中，常常需要對多維的視覺資料進行

分析與處理。隨著使用的的資料量越來越大，用精簡的方式儲存與表

示資料也變成一個重要的研究議題。不同於傳統上維度縮減常使用的

主成分分析，張量近似可以將資料在維持其原本多維結構的情況下進

行維度縮減，更好地利用多維結構中的資料相關性，分別對各個維度

進行維度縮減，也提供了在壓縮時的彈性。在需要進行快速影像生成

的應用中，資料在經過張量近似壓縮後，重建時的運算量使其無法達

到實時生成的需求，因此適用於快速影像生成的張量近似演算法也陸

續被提出。

在本篇論文中，我們針對適用於快速影像生成的張量近似演算法

進行討論，並且提出了一個硬體加速架構來對其中的分群張量近似演

算法進行加速。因為龐大資料量與運算量，張量近似的運算過程相當

耗時，利用硬體中平行運算的技巧，可以加快其運算速度。我們使用

10塊靜態隨機存取記憶體，組成高頻寬的記憶體陣列作為內部儲存區

域，在資料輸入時得以取出需要的資料進行平行運算。另外也實作了

適用於大尺寸長方形矩陣的 Hestenes-Jacobi奇異值分解演算法。我們

的硬體架構可以對 128 × 128 × 128 × 128的四維張量進行分群張量近

似演算法，使用 TSMC 40nm製程，運行於 476 MHz的時脈頻率，運

算速度為軟體實作結果的 9.41倍。完成的晶片面積為 3.151 mm²，消

耗功率為 744.8 mW。

關鍵字：張量近似、資料壓縮、多維資料、硬體設計
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Abstract

In the field of computer vision and computer graphics, processing and

analyzing of multidimensional visual data are widely used. As the size of

data to be processed increases, how to represent and store data in a compact

way becomes an important issue. Unlike traditional dimensionality reduc-

tion algorithm, like principal component analysis (PCA), tensor approxima-

tion is used to analyzes data while the multidimensional structure is retained,

which allows the exploitation of spatial redundancy. Dimensionality reduc-

tion along each mode also makes the process more flexible. However, for

application which requires rapid image rendering, the computational cost of

data reconstruction after applying tensor approximation is very high. As a

result, several modified tensor approximation algorithms support fast recon-

struction have been proposed.

Because of the enormous size of data and computational cost, tensor ap-

proximation suffers from long computation time.In this thesis, we propose

a hardware accelerator for one of the modified algorithm, clustered tensor

approximation (CTA). With parallel processing techniques in hardware im-

plementation, speed-up can be achieved. We utilize 10 SRAMs to compose

a memory array with high bandwidth so that all corresponding data of in-

puts can be fetched and manipulated simultaneously. We also implement a

singular value decomposition (SVD) processor based on Hestenes-Jacobi al-

gorithm which is suitable for decomposition of large rectangular matrices.

The architecture we propose can apply clustered tensor approximation to a

tensor with a dimension of 128× 128× 128× 128. Using TSMC 40nm tech-

nology, the hardware can operate at 476 MHz. The approximation process

can be computed 9.41 times faster than the software version. The chip area

is 3.151 mm² and the power consumption is 744.8 mW.

Keywords: tensor approximation, data compression, multidimensional data,
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Chapter 1 ᆣ論

多維視覺資料的處理與分析在電腦視覺 (computer vision)與電腦圖學 (com-

puter graphics)的領域的許多應用中是不可或缺的部分。除了許多資料的基本結構

就具有多維度的性質，如影像具有二維的結構，體資料 (volume data)則具有三維

的結構，各種影響資料內容的獨立因素也會增加資料組的維度。透過對影響資料

的各種因素進行分析，結果可被應用於各種層面。然而，當納入分析的因素以及

取樣數量的增加，資料的維度與各維度的大小也隨之增加，需要處理的資料量也

因此大幅成長。為了處理大量的多維資料，如何將資料以更精簡的方式儲存與表

示，便成為了一個重要的議題。在這篇論文中，我們會就近年來吸引許多注意的

多重線性 (multilinear)維度縮減 (dimensionality reduction)模型，張量近似，以及其

適用於影像生成應用的改良演算法進行討論，並且提出一個張量近似的運算硬體

架構來將其運算進行加速。

1.1 多維視覺資料之應用

多維視覺資料的應用相當廣泛。光場 (light field)[1]資料用四維的架構儲存

了影像中光線的方向，並將此資訊應用於後續的影像處理。功能性磁共振造影

(functional Magnetic Resonance Imaging, fMRI)資料則是由一連串的三維磁共振影

像組成的四維資料，可用於醫學分析用途。

而在本篇論文中，我們將使用雙向紋理函數 (Bidirectional Texture Function,

BTF)[2]作為我們討論與實驗時的主要應用。雙向紋理函數包含了一個表面紋理隨

空間位置、觀測視角以及光照角度變化的外觀以及光線的反射、散射性質。一個

雙向紋理函數具有六個變數，其中兩個變數用於表示觀測視角、兩個變數用於表

示光照角度，最後兩個變數則用來代表於紋理表面的位置。有了雙向紋理函數，

在電腦圖學上可以更加逼真地描繪出真實世界中的紋理。雙向紋理函數可以透過

在不同的光照角度下由不同的角度對一個紋理樣本進行取樣來取得，然而若要更

詳盡的表示真實紋理的外觀，取樣的數量也必須隨之增加，資料量相當龐大。

1
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1.2 主成分分析

主成分分析 (principal component analysis)是最為常用的維度縮減演算法之一。

其主要的概念是透過對共變異數矩陣進行特徵值分解來獲得資料的主要成分，也

就是特徵向量 (eigenvector)，以及資料對主要成分的投射比重，每一筆資料可以用

得到的主成分和比重來表示。若是將其中較不重要的主成分，也就是對應到較小

特徵值 (eigenvalue)的特徵向量除去，也還可以用保留下來的主成分來表示資料，

因此可以達到維度縮減的效果。儘管拋棄部分的主成分也會導致資訊的遺失，但

是透過去除對應較小特徵值的主成分的方式所得到的低維度表示法也將是遺失

資訊最少的最佳解。在實作上，主成分分析也可以利用奇異值分解 (singular value

decomposition, SVD)來達成。而張量近似也可以算是主成分分析於多重線性分析

的一般化。張量近似是本論文的核心，相關內容將於第二張中討論。

1.3 論文架構

本篇論文接下來的部分由四個章節組成。在第二章中，會就張量近似的基本

概念做說明，並以雙向紋理函數作為張量近似應用於多維視覺資料的例子做說

明，最後則會介紹適用於快速影像生成的張量近似演算法。第三章會就第二章中

所討論的演算法以雙向紋理函數進行實驗，並探討各個演算法的效果以及參數的

設定。而在第四章中，我們提出了一個硬體加速架構來加速張量近似的運算，並

會對硬體內部的設計做詳細的介紹。最後，第五章是結論以及未來的展望。
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Chapter 2 以張量近似法表示多維視覺資料

2.1 張量簡介

2.1.1 張量的基本概念

張量 (tensor)，是向量和矩陣在更高階 (order)的一般化，換言之，向量即是一

階的張量，而矩陣則是二階的張量。我們將一個 N階的張量以 A ∈ RI1×I2×...×IN

表示，其元素則記為 ai1...in...iN。在張量中，一個模 n(n-mode) 的向量是由集合

A : {ai1...in...iN}
In
in=1中的元素所組成，若將所有的模 n向量作為行向量則可以組成

矩陣 ufn(A) ∈ RIn×(I1...In−1In+1...IN )，也就是將張量沿模 n展開 (unfold)為一個矩

陣，圖 2.1以一個三階張量為例展示了沿著各個模展開為矩陣的方式，其中各個

矩陣的行向量即是該模的向量。張量 A ∈ RI1×I2×...×IN 也可以與矩陣M ∈ RJn×In

進行模 n的乘法，記為 A×nM，其結果會是一個張量 B ∈ RI1×...×In−1×Jn×In+1...×IN

張量 B的元素則定義為 bi1...in−1jnin+1...iN =
∑
in

ai1...in−1inin+1...iNmjnin，若以展開的矩

陣來表示模 n乘法，可以表示成 ufn(B) = Mufn(A)。在這裡，為了之後的列式能

圖 2.1: 三階張量沿各個模展開示意圖

3



doi:10.6342/NTU201800667

夠更加簡潔，我們定義一連串的模 n乘法的表示法為：

A
N×

n=1

Mn = A×1M1 ×2 M2...×N MN (2.1)

此外，模 n乘法也具有可交換和可結合的性質，如：

(A×nF)×mG = (A×mG)×nF

(A×nF)×nG = A×n(F ·G)
(2.2)

2.1.2 張量近似

在處理大量資料的時候，維度縮減 (dimensionality reduction)是一種常用的壓

縮方式，在矩陣的主成分分析中，維度縮減的最佳解可以透過截去奇異值分解中

對應到較小奇異值的奇異向量來得到。而對於張量的維度縮減，或稱為張量近似，

也有著類似的處理模式。

給定一個張量 A ∈ RI1×I2×...×IN，張量近似的問題可以描述為尋找一個近似張

量 Ã ∈ RI1×I2×...×IN 滿足下列目標函式：

Ã = argmin
Â

∥∥∥A− Â∥∥∥2 (2.3)

這個張量同時也具有較小的秩，即：

Rn = Rankn(Ã) ≤ Rankn(A) = Rank(ufn(A)) (2.4)

而求得的結果可以分解為一個核心張量 (core tensor)和 N個基底矩陣：

Ã = Z
N×

n=1

Un (2.5)

其中 Z ∈ RR1×R2×...×RN 是核心張量，U1 ∈ RI1×R1 是模 1 的基底矩陣，U2 ∈

RI2×R2 是模 2的基底矩陣，以此類推總共 N個基底矩陣。也就是說，我們可以用

較小的核心向量和基底矩陣來表示原來較大的張量，達到維度縮減的壓縮效果，

圖 2.2是以一個三階張量為例，進行張量近似的示意圖。

要達成張量近似，一個較簡易的方式是使用高階奇異值分解 (high order

singular value decomposition, HOSVD)，或稱為 N模奇異值分解 (N-mode SVD)。在

4
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圖 2.2: 三階張量之張量近似示意圖

對矩陣的奇異值分解中，矩陣 A ∈ RI1×I2 可以被分解成其行向量空間的基底矩陣

U1 ∈ RI1×I1、包含其奇異值的對角矩陣 S ∈ RI1×I2，以及其列向量空間的基底矩

陣 U2 ∈ RI2×I2，如式 2.6。

A = U1SUT
2 (2.6)

正如前面提過，矩陣實際上也是一個二階的張量，因此我們可以將式 2.6以張量模

n乘法的形式表示成：

A = S×1U1×2U2 (2.7)

這個概念延伸到高階張量就能夠得到如式 2.5的形式，核心張量就類比於矩陣奇異

值分解中的奇異值對角矩陣，包含著各個模的基底矩陣之間的交互關係。

而在做法上，我們將張量A沿著各模展開為 ufn(A)，接著將展開後的矩陣做

一般的矩陣奇異值分解，再將得到的行向量空間基底矩陣作為式 2.5中的 Un。如

此一來便可得到各個模的基底矩陣。因為這些基底矩陣都是正交矩陣 (orthogonal

matrix)，具有轉置矩陣即為逆矩陣的性質，可以用式 2.8的方式來得到核心張量。

Z = A
N×

n=1

UT
n (2.8)

若是將各個模的基底向量，先依照需要壓縮的量截去對應到較小奇異值的奇異向

量，再以這些經過截切 (truncation)的基底矩陣計算核心張量，就可以得到維度經

過縮減的核心張量，達到壓縮的目的。

5
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2.2 張量近似應用於多維視覺資料

多維視訊資料通常都具有資料量龐大的特性，因此壓縮演算法也就顯得特別

重要，主成分分析在這方面廣泛的被應用，而近年來，張量近似在這方面也逐漸

受到重視。相較於傳統的主成分分析在做法上會將所有資料轉化成矩陣在進行分

析，張量近似可以直接將資料依據其特性把不同的影響要素分配到各個維度上。

如此一來在維度縮減上便可以更加有彈性，根據不同的應用，使用者可以決定在

那些維度上做較多的縮減。因此只要有適當的維度分配，在相同壓縮率的情況下，

張量近似通常能夠有更符合需求的近似結果。另一方面，因為張量近似會產生多

個基底矩陣，在資料的表示上也較為精簡。在本篇論文中，我們將以雙向紋理函

數 (bidirectional texture function, BTF)作為主要的應用，進行實驗與討論。

為獲得特定紋理的雙向紋理函數，常見的做法是對該紋理的樣本從不同的視

角，以及不同的光照角度下擷取該紋理的影像。以這些取樣得到的影像來建構張

量，不但可以透過張量近似對大量的影像資訊作壓縮，近似後的結果也可以作為

一個生成模型 (generative model)，用於生成 (render)紋理在任何視角和任何光照角

度下的樣貌。

在張量的建構方面，若我們對一個 Ix × Iy 的二維紋理樣本從 Iv 個不同的視

角進行擷取，並於每一個視角給予 Il 個不同角度的光照，我們可以將這些影像資

料建構成一個四階張量 ABTF ∈ RIx×Iy×Iv×Il。值得注意的是，在一般的分析方法

中，習慣將二維的影像展開成一個一維的向量，然而如此一來便忽略了影像資料

中鄰近像素通常擁有相近值的特性，在近似的過程中也就沒辦法有效的將這些冗

餘資訊 (redundancy)去除。而由於張量是一個高階的結構，我們可以直接將影像

以二維的方式存於張量中，避免掉這樣的情況。另外，雖然視角以及光照的角度

也可以根據其表示參數分配到多個維度，這些維度的大小通常很小，在近似時較

難達到更高的壓縮倍率，因此在這裡不採用這樣的作法。

完成了張量的建構之後，便可以利用 2.1.2節的方式達到雙向紋理函數的張

量近似，如前面所提到，我們可以用張量 ÃBTF ∈ RIx×Iy×Iv×Il 來近似原本的張量

ABTF，其又可以分解為：

ÃBTF = ZBTF×1Ux×2Uy×3Uv×4Ul (2.9)

其中 ZBTF ∈ RRx×Ry×Rl×Rv，Ux ∈ RIx×Rx，Uy ∈ RIy×Ry，Uv ∈ RIv×Rv，Ul ∈

RIl×Rl。我們可以透過理解這些矩陣和張量在雙向紋理函數的應用中所代表的意

6
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義，對它們在張量近似中所扮演的角色有更進一步的了解。舉例來說，Uv 的行向

量展開了一個視角的向量空間，可以透過線性組合組成一個包含特定像素於特定

光照角度下從 Iv 個視角觀測到的亮度值的向量。Uv 的列向量則包含將張量沿模 v

展開後的列向量組合成定對應視角所需的係數。其他基底矩陣的行向量與列向量

也同樣有著類似的特性，而核心張量則是包含了各個基底矩陣之間的交互關係。

另外，若我們將 Ux和 Uy 沿著各自的模與核心向量做模 n乘法如：

T = ZBTF×1Ux×2Uy (2.10)

所得的到 T ∈ RIx×Iy×Rv×Rl 便包含著一組沿著視角與光照角度兩個模變動的基底

影像，如圖 2.3所示，透過對這些基底影像進行線性組合，就可以生成出任何視角

在任何光照角度下的紋理影像。有了 T 之後，在生成需要的紋理影像 A時，只需

圖 2.3: 沿視角與光照角度兩個模變動之基底影像 [3]

要從 Uv 和 Ul中取出對應視角及對應光照角度的列向量 v和 l，並計算：

A = T ×3v×4l (2.11)

即可得到在該視角及光照角度下得到的影像。要生成原本的樣本中沒有的視角或

光照角度的影像時，則可以從視角及光照角度的取樣半球面上選取最近的三個視

角或光照角度，並利用其重心座標 (barycetric coordinate)將代表那三個視角或光照

角度的列向量做凸性組合 (convex combination)，便可以得到生成新的視角或光照

角度影像所需的向量，如圖 2.4所示。從這裡也可以看出，張量近似可以比主成分

7
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圖 2.4: 利用重心座標及凸性組合得到新視角或光照角度之生成向量 [4]

分析更加精簡的表示資料。在這個例子中，在不做維度縮減的情況下，使用主成

分分析會得到 Iv × Il 個長度為 Ix × Iy 的基底向量，若要重建出特定的紋理影像，

我們需要用 Iv × Il 個係數來將這些基底向量依特定比例做組合，也就是說每個紋

理影像必須使用 Iv × Il 個係數來做表示。而使用張量近似則時，如式 2.10所示，

僅需要兩個長度分別為 Iv 和 Il 的向量來重建出特定紋理影像，因此每個紋理影像

只需要用 Iv + Il個係數來做表示即可。

2.3 交替最小平方法 (Alternating Least Squares algo-

rithm)

不同於矩陣的維度縮減，單純的截切通常沒有辦法在張量的維度縮減上得

到最佳解。[5] 中提出了一種迭代式 (iterative) 的交替最小平方 (alternating least

squares, ALS)演算法以達到更好的結果。交替最小平方法在每一次的迭代中僅針

對張量的其中一個模的基底矩陣做最佳化，其他模的基底矩陣則保持不變。舉例

來說，在對模 n做最佳化的過程中，為了得到新的模 n基底矩陣U(j+1)
n ∈ RIn×Rn，

會先固定現有的其他模的基底矩陣 U(j+1)
1 , ...U(j+1)

n−1 ,U(j)
n+1, ...,U

(j)
N ，以式 2.8的方式

得到在除 n以外其他模上得到維度縮減的張量 B ∈ RR1×...×Rn−1×In×Rn+1...×RN，接

著將所得的張量做模 n的高階奇異值分解，最後再擷取主要的 Rn 個奇異向量

即可得到新的模 n 基底張量並在其他模的最佳化流程中使用。這樣的最佳化

過程會輪流用於各個模，並且重複直到結果收斂。其中在初始值的部分，根據

[5]提出的方法，可以直接對目標張量做各個模的高階奇異值分解，再以截切後

的基底矩陣作為初始值。然而，這樣的方式必須要對原本未經過縮減的張量先

做一次高階奇異值分解，以模 n為例，為了取得初始的模 n基底矩陣，必須對

8
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ufn(A) ∈ RIn×(I1...In−1In+1...IN ) 做奇異值分解，相較於之後對模 n進行最佳化時是

對 ufn(B) ∈ RIn×(R1...Rn−1Rn+1...RN ) 做奇異值分解，所需的資源及時間都更多。為

了解決這個問題，可以使用 [IRn0]
T 作為替代，其中 IRn 是一個 Rn ×Rn的單位矩

陣，或是使用隨機產生的矩陣作為初始值，如此一來可以簡化運算量，且在結果

上也沒有明顯的影響。交替最小平方法的流程可以見演算法 1所示。

演算法 1交替最小平方演算法流程 [5]
給定: A, {Rn}Nn=1

求: Z, {Un}Nn=1

初始化 {U(0)
n }Nn=1

j ← 0

repeat

for n← 1 to N do

B ← A×1U(j+1)T
1 ...×n−1U(j+1)T

n−1 ×n+1U(j)T
n+1 ...×NU(j)T

N

U← SVD(ufn(B))所得行向量基底矩陣

U(j+1)
n ← [u1u2...uRn ]

end for

Z ← A
N

×
n=1

U(j+1)T
n

j ← j + 1

until Z, {Un}Nn=1收斂

2.4 適合快速影像生成之張量近似演算法

如同先前提到的雙向紋理函數，張量分析時常用於壓縮多維視覺資料並作

為影像生成時的模型，而在很多的應用中，影像的生成必須要能達到實時生成

(real-time rendering)的速度。雖然透過張量近似已經可以對大量的多維資料達到

相當程度的壓縮，但要達到實時生成的目標，影像重建時所需的運算量通常還是

太大了。為了降低運算量，最直觀的方法便是將維度縮減的幅度增加，但這樣的

方式也相對提高了近似的誤差。因此，[6]及 [7]分別提出了分群張量近似演算法

(clustered tensor approximation, CTA)和 K分群張量近似演算法 (K-clustered tensor

approximation)，將張量沿著其中一個模分成幾個群集 (cluster)後再進行近似，如

此一來在生成影像時便可以只對有需要的群集進行重建運算，減少影像生成時的

9
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演算法 2分群張量近似演算法流程 [6]
給定: A, {Rn}Nn=1, C

求:
{
Zc, {Un,c}Nn=1

}C

c=1

初始化 {Ac}Cc=1

repeat

for c← 1 to C do

Zc ← ALS(Ac)所得核心向量

{Un,c}Nn=1 ← ALS(Ac)所得基底矩陣

Vm,c ← (ufm(Zc)ufm(Zc)
T )−

1
2ufm(Zc)

end for

for i← 1 to Im do

for c← 1 to C do

Ami,c ← Ami

N

×
n=1
n̸=m

UT
n,c

Wmi,c ← ufm(Ami,c)VT
m,c

end for

Ami
分配至群集 argmax

c
∥Wmi,c∥

2
F

end for

until {Ami
}Imi=1皆分配到原群集

運算成本。

2.4.1 分群張量近似 (Clustered Tensor Approximation)

分群張量近似演算法的演算法如演算法 2所示，主要分成三個階段，初始化

階段、近似階段以及分群階段。在初始化階段，先將目標張量A ∈ RI1×I2×...×IN 沿

著欲分群的模m切為 Im個子張量 (sub-tensor)Ami
∈ RI1×...×Im−1×1×Im+1×...×IN ，其

中 Ami
表示沿模m所得到的第 i的子張量。接著給定一個初始的分群，將子張量

分配到C個群集中，並將群集中的子張量組合為Ac ∈ RI1×...×Im−1×Im,c×Im+1×...×IN，

其中 Im,c為分配到群集 c中的子張量個數。

在近似階段中，會以 2.3節所提到的交替最小平方法對每個群集張量進行

近似，並分解得 Zc ∈ RR1×R2×...×RN 以及 U1,c ∈ RI1×R1，U2,c ∈ RI2×R2，……，

Um,c ∈ RIm,c×Rm，……，UN,c ∈ RIN×RN。然而，透過這樣的近似每個子張量只能

用所屬群集分解後的 Rm 個基底進行重建，在相近壓縮率下為原本交替最小平方

10
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法縮減後基底數的 1/C，因此重建時的誤差便會增加。為了使降低這樣的誤差，

必須將各個子張量分配到它們最能被完整的重建的群集中。在分群階段中，各個

子張量將依據重建誤差重新被分配到各個群集中，透過重複近似與分群的階段，

來達到區域最佳解 (local optimum)。

為了找到重建誤差最小的群集，在分群階段我們首先對每個群集分別計算：

Vm,c = (ufm(Zc)ufm(Zc)
T )−

1
2ufm(Zc) (2.12)

因為 ufm(Zc)的列向量具有正交的性質，式 2.12可以理解為對 ufm(Zc)列向量的

正規化 (normalize)，接著對每個子張量便可以計算：

Ami,c = Ami

N

×
n=1
n̸=m

UT
n,c

Wmi,c = ufm(Ami,c)VT
m,c

(2.13)

得到的Wmi,c ∈ RRm 代表的是子張量 Ami
投射到群集 c基底張量的比重，比重越

大，代表子張量越能完整的投射到 c的基底張量，利用這些基底進行重建時便能

夠有更少的近似誤差。因此，我們在分群階段會將子張量分配到投射比重最大的

群集：

argmax
c
∥Wmi,c∥

2
F (2.14)

所有的子張量都被分配到新的群集後，新的群集將在近似階段中重新計算出新的

核心張量即基底矩陣，整個流程將會重複直到分群的結果不再變動為止。

2.4.2 K分群張量近似 (K-Clustered Tensor Approximation)

分群張量近似透過將張量分配到多個小群集中以減少影像生成時的計算成

本。然而因為每個子張量只能使用一個群集的基底進行重建，儘管透過重複分配

達到了區域最佳解，仍然遺失了其他群集中相關的資訊。此外，分群張量近似的

近似結果受到初始分群相當大的影響，在沒有適當的初始分群下，便會造成更多

的資訊遺失。K分群張量近似演算法透過將子張量分配到多於一個的群集中，可

以更充分的利用到不同群集中的相關資訊，也可以減少初始分群對結果的影響。

K分群張量近似的流程如演算法 3所示。如同分群張量近似，K分群張量近

似一樣擁有初始化、近似和分群三個階段，其中初始化階段與分群張量近似一樣

必須先進行一次初始分群以及初始的近似以得到各個群集的核心張量和基底矩

11
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演算法 3 K分群張量近似演算法流程 [7]
給定: A, {Rn}Nn=1, C,Km

求:
{
Zc, {Un,c}Nn=1

}C

c=1

初始化
{
Zc, {Un,c}Nn=1

}C

c=1

repeat

for c← 1 to C do

計算 Vm,c

令 Um,c的所有元素為零

end for

for i← 1 to Im do

利用式 2.13和式 2.14決定 ci1

利用式 2.15更新 (Um,ci1
)i∗

for k ← 2 toKm do

利用式 2.16決定 cik

利用式 2.20更新
{
(Um,cij

)i∗

}k

j=1

end for

end for

for c← 1 to C do

U′
m,c,Yc ← SV D(Um,c)

Um,c ← U′
m,c

Zc ← Zc×mYc

end for

for c← 1 to C do

以交替最小平方法解 2.23得 Zc, {Un,c}Nn=1

Um,c ←McUm,c

end for

until
∑C

c=1 ∥Zc∥F 收斂

12
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陣。接著進入分群階段，在這個階段會將每個子張量 Ami
分配到 Km 個不同的

群集。第一個群集，記作 ci1，可以透過與分群張量近似一樣的式 2.13和式 2.14決

定，然後可以計算出利用群集 ci1 重建出 Ami
所需的係數，也就是群集 ci1 於模m

的基底矩陣中，對應到子張量 Ami
的列向量：

(Um,ci1
)i∗ = ufm(Ami,ci1

)ufm(Zci1
)+ (2.15)

其中 ” + ” 代表的是 Moore-Penrose 偽逆矩陣 (Moore-Penrose pseudoinverse)，而

Ami,ci1
則與在式 2.13中有相同的定義。決定了分配到的第一個群集後，其他的每

個群集則必須根據已經選擇的群集來決定。在為子群集 Ami
決定要分配的第 k個

群集時，我們要找的是可以最完整近似前面的群集無法近似的殘差 (residual)的群

集，而殘差最小化的問題則等同於 [7]：

max
cik

∥∥∥∥∥ufm(Ami,cik
)VT

m,cik
−

k−1∑
j=1

ufm

(
Zcij ,cik

×m(Um,cij
)
i∗

)
VT

m,cik

∥∥∥∥∥
2

F

subject tocik ∈ {1, 2, 3, ..., C}, cik /∈ {ci1 , ci2 , ..., cik−1
}

(2.16)

其中，

Zcij ,cik
= Zcij

N×
n=1
n̸=m

UT
cik
Ucij

(2.17)

可以看到，式 2.16中的第一項與式 2.14是一樣的目標函式，用來選取出較能完整

重建出子張量的群集。然而，若僅以此為選取群集的標準，選取到的群集可能會

與前面已經被選取的群集較為類似，沒辦法提供額外資訊來改善重建的效果。也

就是說，我們要找的是一方面能完整的近似子張量 Ami
，另一方面與其他被分

配到的群集相關性較小的群集。式 2.16中後面一項便可以理解為一個懲罰函式

(penalty function)，用來排除掉與前面已選擇的群集擁有太大相關性的群集。

在每次選擇了新的群集後，前面計算的重建係數必須要進行更新。首先計算

出下列矩陣：

Z(k)
mi

=


ufm

(
Zci1 ,ci1

)
ufm(Zci1

)T · · · ufm

(
Zci1 ,cik

)
ufm(Zcik

)T

... . . . ...

ufm

(
Zcik ,ci1

)
ufm(Zci1

)T · · · ufm

(
Zcik ,cik

)
ufm(Zcik

)T

 (2.18)

a(k)mi
=
[
ufm

(
Ami,ci1

)
ufm(Zci1

)T · · · ufm

(
Ami,cik

)
ufm(Zcik

)T
]T

(2.19)

13
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接著，更新後的重建係數便可以下列式子計算出來：

u(k)mi
= Z(k)

mi

+a(k)mi
(2.20)

其中，

u(k)mi
=
[
(Um,ci1

)
i∗ · · · (Um,cik

)
i∗

]T
(2.21)

最後，在所有的子張量都分配結束後，由於前面的方法分別為每個子張量更新了

重建係數，每個群集中模m的基底矩陣行向量並不具有正交的特性。因此必須利

用奇異值分解進行後續處理來讓基底矩陣保有正交的性質。對基底矩陣 Um,c進行

奇異值分解，可以得到

Um,c = U′
m,cYc (2.22)

其中 U′
m,c ∈ RIm×Rm 便是分解後得到的行向量基底矩陣中主要 Rn 個奇異向量，

Yc 則是奇異值對角矩陣和轉置後列向量基底矩陣的乘積。接著可以用 U′
m,c 取

代原本的基底矩陣，且為了不影響前面得到的結果，利用 Yc 將核心張量更新為

Zc×mYc。

在分群階段完成所有子張量的分群後，在近似階段會根據分群的結果重新進

行張量近似，以得到新的核心張量和基底矩陣。在 K分群張量近似中，因為每個

子張量都必須由多個群集進行重建，必須要透過迭代的方式一個一個的對群集進

行近似。在第 c個迭代中，只會對群集 c的核心張量和基底矩陣進行更新，其他

群集則保持不變，目標函式為：

min
Zc,{Un}Nn=1

∥∥∥∥∥∥∥∥A−
C∑

j=1
j ̸=c

(
Zj

N×
n=1

Un,j

)
−Zc

N×
n=1

Un,c

∥∥∥∥∥∥∥∥
2

F

(2.23)

式中的前兩項是目標張量扣除其餘群集的重建結果後所得到的殘差，而式 2.23便

代表群集 c將以此殘差為近似目標。要得到對殘差近似的解，可以直接使用交替

最小平方法來近似殘差。要注意的是，在這次的迭代中，只有被分配到群集 c的

子張量要被近似，因此需要先從殘差中取出屬於群集 c的子張量。我們可以定義

一個群集 c成員子張量的索引集合：

Mc = {i ∈ {1, 2, ..., Im}|Ami
is a member of cluster c} (2.24)

14
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並定義群集 c的成員矩陣Mc ∈ RIm×Im,c 其元素為：

(Mc)i1i2 =

1 if i1 = (Mc)i2

0 otherwise
(2.25)

透過將殘差與MT
c 沿模 m進行模 n乘法的方式便可以將群集 c的成員子張量的殘

差取出，接著只要對此結果張量進行近似即可。此外，近似後得到的模m基底矩

陣 Um,c 也必須更新為McUm,c 以供後續計算殘差時使用。分群階段與近似階段將

重複直到各個群集的 Frobenius範數 (Frobenius norm)的加總值收斂為止。

2.5 實驗結果

在本章中，我們將利用雙向紋理函數的資料組來展示交替最小平方法、分群

張量近似和 K分群張量近似的近似效果並加以分析比較，也會探討各項參數對於

近似結果的影響。我們利用光追蹤軟體 (ray tracer)POV-Ray生成一組測試資料來

進行測試，另外也測試了於 [8]中提取出的雙向紋理函數資料組。

2.5.1 利用光線追蹤軟體生成測試資料

光線追蹤是電腦圖學 (computer graphics)中一種用來生成三維場景圖像的演算

法，利用逆向追蹤到達人眼的光線取代由光源開始追蹤，可以有效率的生成出高

品質的圖像。而我們使用的 POV-Ray便是一個使用光線追蹤演算法來生成圖像

的開源軟體，透過場景描述語言 (scene description language)來描寫場景中的物件、

材質和光照環境，也可以調整虛擬相機的各項參數來達到不同的成像效果。

為了生成雙向紋理函數的資料組，我們在場景中設置一個具有特定紋理的三

維物件，並將虛擬相機以及光源於一個半球面上移動，在不同光照角度下以不

同視角對物件進行取樣。光源和相機在取樣半球面上的移動在球坐標系的 θ 和

ϕ方向都是以 30度為間距，總共會有 25個不同的視角以及 25個光照的角度。

圖 2.5為生成的影像中 5個不同光照角度與 5個不同視角的影像。從圖中可以看

到，置於傾斜視角的虛擬相機所觀測到的會是傾斜的平面影像，這樣的影像中

影像像素並不會對應到特定的紋理位置，沒辦法直接作為雙向紋理函數的資料

組。為了將像素位置對應到固定的紋理位置，我們必須將得到的影像進行校正

(rectification)。首先我們使用 POV-Ray生成另外一組影像，將原本的三維物件替

15



doi:10.6342/NTU201800667

換為一個黑白相間的棋盤格並從與之前相同的視角觀測，生成的影像如圖 2.6所

示。接著，可以用Matlab中內建的函數 detectCheckerboardPoints來取得每一個影

像中棋盤格格點的位置。已知一個傾斜視角影像中的棋盤格點位置以及正面視角

影像中棋盤對應格點的位置，就可以再利用Matlab中的 fitgeotrans函數來估算出

兩個影像中棋盤格平面之間的單應性 (homography)矩陣。得到兩個平面間的單應

性矩陣後就可以將與該棋盤格於同一個傾斜視角擷取到的紋理影像轉換為正面視

角，轉換後的影像如圖 2.7所示。轉換後的影像中同樣的像素位置將會對應到同樣

的紋理位置，我們便可以用這些影像建構張量並進行近似。

2.5.2 合成資料組近似結果

在這一節中我們將對上一節中所生成的資料組 Cobblestone進行張量近似。

因為這組資料的形狀與結構較明顯，在視覺上較容易判斷差異，我們用這組資

料來展示張量近似對不同模進行維度縮減的效果。Cobblestone中每一張影像的

解析度為 480 × 640，具有 25 個不同的視角及不同的光照角度，可以組成一個

480× 640× 25× 25的張量，我們使用交替最小平方法來進行近似，並對各個不同

的模進行維度縮減，其中三原色 (RGB)的資料將分開近似後再重新組合為影像。

此外我們也用主成分分析對資料組進行壓縮量相同的維度縮減作為比較。近似後

重建出的影像如圖 2.8所示。這裡的壓縮率以原始資料的資料量，與維度縮減後資

料量的比值計算。以圖中的結果為例，原始資料量為 480× 640× 25× 25。主成分

分析將資料排列成一個 (480 × 640) × (25 × 25)的矩陣，只保留 25個基底向量的

情況下資料量為 (480 × 640) × 25，可得到 25倍的壓縮率。而張量近似將資料組

成一個 480 × 640 × 25 × 25的張量，在光照角度模保留所有基底向量，視角模僅

保留 1個基底向量的情況下 (圖 2.8c)，壓縮後會得到一個 480× 640× 25× 1的核

心張量，壓縮率也是 25倍。從圖中可以看出，在相同壓縮率的情況下，張量近似

可以透過對張量的不同模進行維度縮減來保留需要的資訊。在 2.8c中我們保留了

所有光照角度模的基底向量，在視角模則只保留一個基底向量，因此重建出來的

影像保留了光影的效果，石塊的輪廓則較為模糊。相反的，在 2.8b保留了所有的

視角模基底向量和一個光照角度模的基底向量，因此石塊的輪廓便完整的被保留

了下來，光影的效果則不明顯。儘管主成分分析在這個例子中擁有較小的均方根

誤差 (root-mean-square error)，但因為沒有辦法控制欲保留的資訊，視覺上的效果

並不一定比較好。此外，在二維矩陣的主成分分析中，只要截去對應到較小奇異

值的基底向量即可以得到最佳化的解，相比於交替最小平方法並不能保證得到最
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圖 2.5: 利用 POV-Ray生成三維物件 [9]於不同光照角度從不同視角觀測之影像

圖 2.6: 利用 POV-Ray生成棋盤格於不同視角觀測之影像
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圖 2.7: 利用棋盤格估計單應性矩陣後轉換為正面之紋理影像

佳解，在未對影像的行向量與列向量兩個模進行縮減的情況下，主成分分析擁有

較小的誤差是可以預期的。

主成分分析中將影像展開為向量使資料組得以排列為矩陣的方法雖然讓其可

以用簡單的截切達到最佳解，卻也使得影像中相鄰像素的相關性資訊無法被利

用。若是將影像維持其二維的型態組成張量進行近似，便可以對影像的行向量與

列向量模也進行維度縮減，保留更多的視角模與光照角度模基底向量，如此一來

便可以在相同壓縮率的情況下達到比主成分分析更小的誤差。圖 2.9是交替最小平

方法於行向量和列向量模也進行維度縮減後與主成分分析在相同壓縮率的重建影

像比較，2.9a是主成分分析保留了 100個基底向量進行重建的結果。2.9b則是交替

最小平方法的重建結果，在行向量模保留 300個基底向量，列向量保留 400個基

底向量，視角模和光照角度模則各自保留 16個基底向量。由前述的方法計算，兩

者的壓縮率皆為 6.25。從圖中可以看得出來在相同壓縮率下，交替最小平方法有

較小的均方根誤差，視覺上也有較好的重建效果。

2.5.3 公開資料組近似結果

除了上述自行生成的資料組，我們也使用了 [8]所提供的公開資料組來做測

試。這些資料組有較多不同的視角和不同的光照角度，在這一節中我們會使用這

些資料組來比較交替最小平方法、分群張量近似和 K分群張量近似的效果差異。
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(a)原圖 (b)主成分分析
25 basis vectors

RMS error = 18.07

(c)交替最小平方法
1 view basis vector, 25 illumination

basis vectors
RMS error = 20.33

(d)交替最小平方法
25 view basis vectors, 1 illumination

basis vector
RMS error = 23.35

圖 2.8: 張量近似與主成分分析用於 Cobblestone後之重建影像

(a)主成分分析
RMS error = 12.89

(b)交替最小平方法
RMS error = 9.89

圖 2.9: 張量近似於行向量與列向量模維度縮減後與主成分分析之比較
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(a)原圖 (b)交替最小平方法

(c)分群張量近似 (d) K分群張量近似

圖 2.10: Sponge資料組重建結果

我們使用了 Sponge和 Lego兩組資料，它們之中每張影像的解析度為 128 × 128，

由 90個不同的視角於 120個不同的光照角度進行取樣。近似後重建的影像分別如

圖 2.10和 2.11所示，而其所使用的參數則列於表 2.1中。

在此次實驗中分群張量近似與 K分群張量近似都是將視角模分為 5個群集，

因此當每個群集於視角模縮減後的秩為 4時，會與交替最小平方法在視角模縮減

後的秩為 20時有相當的壓縮率。在重建品質上，分群張量近似中因為每個子張量

只能使用 4個基底進行重建，有較大的重建誤差，而交替最小平方法與 K分群張

量近似則有著差不多的表現。值得注意的是，K分群張量近似甚至有誤差較低的

情況。這部分可能的解釋是因為 K分群張量近似演算法在近似階段中，每個群集

是以其他群集重建後與目標張量的殘差為近似目標，儘管只能使用較少的基底來

重建子張量，但近似得到的基底卻能夠更有效的逼近目標張量，也因此能達到更

好的重建效果。至於在運算時間上，K分群張量近似因為其運算較為複雜且收斂

也較緩慢，花了比分群張量近似和交替最小平方法多相當多的時間，其運算時間

甚至達到交替最小平方法的一百倍以上，但也以此換取了重建的品質以及應用時

的影像生成速度。

最後，我們比較了 K分群張量近似中子張量可以分到的群集個數K 以及群集

數 C 對結果的影響，其結果如表 2.2所示。從表中可以看出，在群集數 C 固定的
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(a)原圖 (b)交替最小平方法

(c)分群張量近似 (d) K分群張量近似

圖 2.11: Lego資料組重建結果

情況下，子張量分配到的群集數 K 越大重建後的誤差越小，這是因為未能完整重

建的部分可以由較多的群集來補足。然而當 K 值越來越高，其增加所能減少的誤

差也越來越少，因為較後面所選到的群集也是較無法重建出子張量的群集，因此

即使被用來補足前面群集無法重建的部分，效果也比較有限。另外在群集個數方

面，首先注意到當群集個數改變時，視角模縮減後的秩也做了相應的改變，因此

實驗的各組數據是在壓縮率差不多的情況下得到的。而也因為縮減後的秩減少了，

每個群集所保留的基底數也會比較少，使得群集完整重建子張量的能力減弱，誤

差也就因此跟著提高，這點在 K 值為 1，也就等同於分群張量近似，的時候特別

的明顯。在 K 值大於 1的情況中則因為有了其他群集幫助重建，群集個數對誤差

的影響也就較為不顯著。總結來說，在壓縮率保持固定的情況下，群集數越少，

重建出來的效果也會越好，然而也會使得群集進行維度縮減後的秩較大，重建時

的運算量也較多，會拖慢應用時的影像生成速度。對分 K分群張量近似來說群集

數增加所導致的重建誤差增加較不顯著，且可以利用增加 K 值來增進重建的效

果，然而 K 值所提供的重建品質也會逐漸減少，且 K 值的增加也同樣會增加重

建時的運算量，進而影響影像生成的速度。
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Sponge Lego

Parameter & Result ALS CTA KCTA ALS CTA KCTA

Ix × Iy × Iv × Il 128× 128× 90× 120

Rx ×Ry ×Rl 80× 80× 16

Rv(clustered mode) 20 4 4 20 4 4

C 1 5 5 1 5 5

K 1 1 3 1 1 3

RMS error 8.88 10.16 8.53 16.39 19.19 16

Compression time(min.) 0.71 13.93 73.61 5.53 15.04 81.93

表 2.1: 用各個演算法近似公開資料組的參數與結果

RMS error

K C = 6(Rv = 3) C = 5(Rv = 4) C = 4(Rv = 5)

1 19.13 18.26 17.6

2 17.19 16.47 16.17

3 16.72 15.97 15.83

4 16.46 15.74 -

5 16.35 - -

表 2.2: K分群張量近似不同參數設定對結果之影響
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Chapter 3 分群張量近似之硬體架構設計

在前面的章節中我們介紹了利用交替最小平方演算法來達成張量近似的方

法，以及適合應用於快速影像生成的分群張量近似和 K分群張量近似。然而這些

近似方式主要應用於資料量相當龐大的多維視覺資料，當需要處理的資料越來越

龐大，近似的過程也會變得相當冗長。尤其在分群張量近似與 K分群張量近似的

演算法中，需要重複進行多次的近似，運算時間又會變得更久。考量到張量的運

算方式類似於矩陣運算，我們嘗試設計一個硬體架構，利用硬體平行運算的能力

達到加速的效果。其中，我們選擇可以平行運算各個群集近似過程，因此可擴充

性 (scalability)更好的分群張量近似演算法為目標來進行設計。

3.1 奇異值分解之硬體實作演算法

在進行張量近似的過程中，奇異值分解是用來分析資料的主要工具，在我們

的硬體架構中是相當重要的一塊。在開始說明硬體的架構及各個模組前，我們將

在這一節先對我們所使用的奇異值分解演算法做介紹。因為其廣泛的應用領域以

及複雜的運算過程，用硬體實作奇異值分解的研究並不少見。其中最典型的方法

之一便是雙邊 Jacobi旋轉 (two-sided Jacobi rotation)，透過對矩陣中對角線上任意

兩個元素所對應到的 2× 2矩陣進行旋轉，將整個矩陣作對角化 (diagonalize)，配

合上脈動陣列 (systolic array)的架構可以達到高度的平行化，大幅提升運算的的效

率。然而這樣的架構也需要使用大量的運算單元來達到平行化的運算，通常用於

較小的矩陣，可擴充性較差，且只能用於方陣，並不適合張量近似中，對大尺寸

長方形矩陣做奇異值分解的需求。因此，我們採用了較有彈性的 Hestenes-Jacobi

演算法來實作硬體中的奇異值分解運算。

在 Hestenes-Jacobi演算法中，不同於雙邊 Jacobi旋轉演算法直接利用消除非

對角線元素來達到對角化的方法，是以迭代的方式將矩陣中任意兩個行向量正交

化來達到奇異值分解。當目標矩陣透過乘上一個正交矩陣來達到行向量的正交化，

表示為:

AV = B (3.1)
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其中 B的行向量具有正交的性質。接著將 B正規化:

B = BΣ−1Σ (3.2)

Σ是一個對角矩陣，其對角線上的元素是 B中行向量的 Frobenius範數。如果令

U = BΣ−1，式 3.1就可以改寫為:

AV = UΣ←→ A = UΣVT (3.3)

也就是奇異值分解的形式。在實作上，我們使用了 [10]中所提出的方法，完整流

程如演算法 4所示。在一開始，需要將目標矩陣轉置後再與原本的目標矩陣相乘，

計算出一個共變異數 (covariance)矩陣。共變異數矩陣中的非對角線元素包含了原

本目標矩陣中任意兩個行向量的共變異數，也就是內積值，對角線上則包含了各

個行向量的 Frobenius範數平方。在迭代的階段，會重複的對每一個由任意兩行向

量組成的行向量對進行 Jacobi旋轉將其正交化。對於一對行向量，首先會從共變

異數矩陣中取出他們的共變異數以及各自的範數平方值，利用這些值算出需要旋

轉角度的正弦 (sine)和餘弦 (cosine)值。有了正弦與餘弦值，便可以組成旋轉矩陣

對行向量進行旋轉。因為旋轉的運算也會影響到之前的旋轉結果，使之前已達到

正交化的兩個行向量又失去正交的性質，因此透過多次的迭代來逐漸的讓每個行

向量對都具有正交的性質。將目標矩陣的行向量正交化後所得到的矩陣，如同上

式中的 B，其行向量的 Frobenius範數便是目標矩陣的奇異值。然而在這裡並不會

直接對目標矩陣的行向量進行旋轉，因為在迭代的過程中並不需要知道行向量的

完整內容，只需要知道旋轉後行向量之間的共變異數和範數平方便可以繼續後續

的迭代。而替代的方法是利用計算出來的旋轉參數，直接對共變異數矩陣中的共

變異數和範數平方進行更新，如此一來便可節省掉對行向量進行旋轉並重新計算

共變異數與範數平方的運算時間。另外，除了在每次迭代中所選取的兩個行向量

之間的共變異數需要做更新，這兩個行向量與其他行向量之間的共變異數也會因

旋轉而改變。演算法 4中於每次迭代的最後的三個 for迴圈便是在對與其他行向量

的共變異數值做更新。整個迭代會持續進行直到任意兩個行向量之間的共變異數

都足夠小，也就是兩行向量足夠接近正交關係，或是達到設定的迭代次數為止。

使用這個方法的另一個優點是，由於共變異數矩陣會是一個對稱矩陣 (symmetric

matrix)，在儲存上可以用上三角矩陣或下三角矩陣的型式做儲存，僅需要儲存其
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演算法 4 Hestenes-Jacobi演算法
給定: A

求: 由 A的奇異值組成之向量 Sig

D← ATA

repeat

for i← 1 to NumberofColumn− 1 do

for j ← i to NumberofColumn do

norm1 ← Di,i, norm2 ← Dj,j

cov ← Di,j

ρ← (norm2 − norm1)/(2cov)

t← sign(ρ)/(|ρ|+
√

1 + ρ2)

cos← 1/
√
1 + t2

sin← cos ∗ t

Di,i ← Di,i − t ∗ cov

Dj,j ← Dj,j + t ∗ cov

Di,j ← 0

for k ← 1 to i− 1 do

Dk,i ← Dk,i ∗ cos− Dk,j ∗ sin

Dk,j ← Dk,i ∗ sin+ Dk,j ∗ cos

end for

for k ← i+ 1 to j − 1 do

Di,k ← Di,k ∗ cos− Dk,j ∗ sin

Dk,j ← Di,k ∗ sin+ Dk,j ∗ cos

end for

for k ← j + 1 to NumberofRow do

Di,k ← Di,k ∗ cos− Dj,k ∗ sin

Dj,k ← Di,k ∗ sin+ Dj,k ∗ cos

end for

end for

end for

until收斂

Sig←
√

diag(D)
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一半的資料量即可，很適合用於我們硬體內部記憶體大小較有限的情況。

為了將上述演算法應用於張量近似中，必須根據我們的需要將演算法做一些

更動。首先，在張量近似演算法中要進行奇異值分解的是一個張量展開後所得到

的矩陣，其行向量數目遠大於列向量的數目。若依照上述演算法，會得到一個相

當大的共變異數矩陣，造成儲存上的困難，因此我們先將展開後得到的矩陣進行

轉置，如此一來共變異數矩陣便可以縮小到能夠存入內部記憶體的大小。另外，

在張量近似中我們所需要的並不是奇異值，而是行向量基底矩陣，這部分必須另

行計算。在前面的說明中有提到，行向量基底矩陣 U是由經過正交化的矩陣 B再

經過正規化得到的，而從式子中則可以看出列向量基底矩陣 V就是將 A進行正交

化的正交矩陣。雖然我們需要的是張量展開矩陣的行向量矩陣，但因為如前面所

說，我們會將展開的張量先行轉置再進行 Hestenes-Jacobi演算法，轉置後的矩陣

之奇異值分解可以表示為:

AT =
(
UΣVT

)T
= VΣTUT (3.4)

因此，我們需要的張量展開矩陣的行向量基底矩陣，實際上便是用於將轉置後的

張量展開矩陣的行向量進行正交化的正交矩陣，也就是在上述演算法中所有旋轉

矩陣的乘積。所以在實際運算時，將會需要將每個迭代中算出的旋轉矩陣進行相

乘，在迭代結束時便可得到需要的行向量基底矩陣。最後，透過這個演算法所得

到的奇異值並非由大到小排列，所對應到的奇異向量也是一樣，因此在最後也必

須另外做排序，如此才可以在截切時選取到主要的奇異向量。

3.2 整體架構

我們提出的硬體整體架構如圖 3.1所示。為了提高運算過程的精準度，我們

使用了 IEEE 754的單精度浮點數資料格式來儲存資料，每一筆資料將佔據 32個

位元，所有資料的運算也將以浮點數的格式進行。浮點數的使用再加上原本已經

相當龐大的資料量，要將這樣大小的資料存於晶片中並不實際，因此在這個架構

中，只有在運算中需要頻繁取用或是改寫的資料會被存在晶片內部的記憶體中。

整個分群張量近似的演算法中包含三種主要的運算，張量對矩陣的模 n乘法、奇

異值分解，以及子張量投射到各群集核心張量的比重計算。其中，我們會將與張

量進行模 n乘法的基底矩陣、奇異值分解中的共變異數矩陣，以及進行分群時子
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張量投射到個群集核心張量的比重存於晶片中的靜態隨機存取記憶體 (SRAM)中。

為了能夠平行化的使用存於記憶體中的資料，在晶片中我們使用了十塊靜態隨機

存取記憶體來儲存這些資料，以得到較高的存取頻寬。其他資料如輸入張量，各

個群集的核心張量及基底矩陣等，則將存放在外部記憶體中，待需要時再做取

用。

在與外部系統的溝通方面，我們使用 64位元的輸入及輸出傳輸寬度，每次

可以傳輸兩筆資料。在對大量的資料作運算時，系統的頻寬往往是影響系統速度

的重要因素，然而在我們的架構中，輸入資料往往需要與記憶體中的資料一齊使

用，因此雖然可以使用更大的傳輸寬度，但若靜態隨機存取記憶體的頻寬無法配

合，也無法提升系統的效能。另外，因為在沿不同模的模 n乘法中，會需要沿著

不同的模提取模 n向量來與矩陣進行運算，所以張量資料的存取並不在連續的位

址上，為此必須要透過另外的訊號來告訴外部系統存取的位址，以我們預計處理

的資料量，四階張量且每一維度可達到 128筆資料的大小，需要用 28個位元來表

示欲存取的位址。最後，由於多種不同用途資料都被存放外部記憶體中，也需要

有另外的訊號來告知外部系統輸入或輸出的資料類型，目前正在處理的群集和沿

著哪一個模進行存取也都有個別的訊號來表示。加上時鐘 (clock)和重置 (reset)等

基本控制訊號，我們共使用 67個輸入腳位以及 135個輸出腳位。各個輸入及輸出

訊號的寬度及用途如表 3.1所示。

圖 3.1: 系統整體架構圖
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Signal I/O Bit Width Description

clk input 1 Clock signal

rst input 1 Active low asynchronous reset signal

ready input 1 Rises when system is ready to start

data_in input 64 Input data

data_out output 64 Output data

address_in output 28 Indicate the address to read input data

address_out output 28 Indicate the address to write output data

input_mode output 4 Indicate the type of input data

output_mode output 4 Indicate the type of output data

tensor_mode output 2 Indicate the mode of tensor operation

cluster_num output 3 Indicate the cluster in process

out_valid output 1 Rises when the output data is valid

busy output 1 Rises when system is busy

表 3.1: 輸出輸入信號一覽表

3.3 各電路模組

在這一節中，我們將會介紹內部各個模組的功能以及運作方式。圖 3.2展示

了此硬體架構的內部模組以及它們之間的溝通訊號。主要的模組包括掌管全域

變數並負責控制整個演算法流程的控制器模組 (controller)、計算對外讀取資料及

寫出資料位址的位址計算器模組 (address calculator)、計算模 n乘法的張量與矩陣

乘法器模組 (Tensor-matrix multiplier)、負責奇異值分解中共變異數矩陣的計算，

以及分群階段中各個子張量對群集核心張量投射比重的共變異數矩陣計算模組

(covariance matrix calculator)，與在奇異值分解演算法中計算 Jacobi旋轉並更新共

變異數矩陣的 Jacobi旋轉處理器模組 (Jacobi rotation processor)。此外，張量與矩

陣乘法器模組、共變異數矩陣計算模組和 Jacobi旋轉處理器模組都將在執行其運

算時使用由十塊靜態隨機存取記憶體所組成的靜態隨機存取記憶體陣列 (SRAM

array)來儲存需要使用到的資料並使用浮點數運算單元陣列 (floating point operator

array)中的浮點數運算單元來進行相關的運算。最後我們也設置了一個由 32 × 48

個暫存器所組成的緩衝區 (buffer)作為運算時資料的暫存空間。
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圖 3.2: 內部模組架構圖

3.3.1 控制器模組

控制器模組主要是由一個有限狀態機 (finite state machine)構成，有限狀態機

可以利用狀態來紀錄系統目前處於整個流程的哪一個部分，根據不同的狀態來做

出相對應的動作，而狀態也會在特定條件達成時進行切換。此外，控制器也負責

控管全域變數，在此系統中，全域變數包括如迭代的次數，張量運算的模，和正

在處理中的群集等。

在我們的有限狀態機中共定義了 14 個狀態，各個狀態之間的順序及切換

條件如圖 3.3所示，透過這樣流程完成分群張量近似的演算法，演算法的詳細

流程可參照第 2.3節與第 2.4.1節。一開始，在外部系統尚未以 ready 訊號告知

開始前，系統會處於閒置狀態 (IDLE)。在外部系統告知開始後，會進入群集

資訊狀態 (CLUSTER_INFO) 讀取將要處理的群集所包含的子張量索引及群集

的大小。接著，透過矩陣讀取狀態 (MATRIX_IN)、張量讀取狀態 (TENSOR_IN)

和張量輸出狀態 (TENSOR_OUT) 三個狀態可以完成一次張量對矩陣的模 n

乘法，三個狀態會重複使模 n 乘法運算可以依序沿著不同的模進行。完成

各個模的乘法後，便會在共變異數矩陣計算狀態 (COV_CAL)、Jacobi 參數計

算狀態 (JACOBI_PARA)、奇異向量矩陣更新狀態 (JACOBI_UPD_U) 以及三個

負責共變異數矩陣更新的狀態 (JACOBI_UPD_COV_1、JACOBI_UPD_COV_2、

JACOBI_UPD_COV_3)中完成奇異值分解，其中，共變異數矩陣計算狀態負責計

算初始的共變異數矩陣，而其他的五個狀態將執行迭代直到奇異值分解完成。

對一個模的最佳化流程由沿本身之外其他模的模 n乘法，以及奇異值分解所
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圖 3.3: 控制器有限狀態機

組成。此流程依序對各個模執行一遍後便完成了交替最小平方法中的一次迭代，

根據使用軟體實驗的經驗，我們設定將執行五次迭代，如此一來便算是對一個群

集完成了近似。上述交替最小平方法流程將依序用於各個群集的近似，對每個群

集都完成近似後就會進入到分群階段。在分群階段中，會先回矩陣讀取狀態開始

模 n乘法，將所有子張量乘上群集中除了分群的模以外的所有基底矩陣，接著群

集投射比重計算狀態 (CLUSTER_WEIGHT)會計算出子張量投射至當前群集的核

心張量得到的比重，群集範數計算狀態 (CLUSTER_NORM)則會接著算出集比重

的 Frobenius範數，並根據當前的 Frobenius範數最大值，將子張量重新分配至新

的群集。在對每一個群集進行過投射比重的 Frobenius範數計算與比較後，就可以

得到這次迭代的分群結果。近似階段和分群階段會重複直到每個子張量都不再被

分配到新的群集中為止，並回到閒置狀態等待下一次的使用。

最後，由於整個演算法是由一層層的迴圈組成，一些狀態根據全域變數所記

錄的值可能會有多種切換的選擇，為了簡化各個狀態之間的關聯，我們另外設定

了一個切換狀態 (CHANGE_MODE)在一個完整的運算結束後統一判斷接下來該

切換的狀態並更改全域變數。
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圖 3.4: 基準位址用於三階張量之模 2乘法運算示意圖

3.3.2 位址計算器模組

位址計算器模組的功能是計算欲讀取或寫入的外部記憶體位址。進行張量

對矩陣的模 n 乘法時，我們在做法上會將張量沿模 n 將張量展開為矩陣再進

行矩陣乘法。展開後的矩陣是以模 n向量作為該矩陣的行向量，也就是說，讀

入矩陣行向量時，向量的元素不一定會在記憶體中連續的位址上。因此，我

們必須在每次對外部記憶體讀寫資料時提供欲讀寫的位址。一般來說，若要

計算出多維陣列中特定位址的線性排列位址，需要將各個維度的索引值減 1

再乘上較小的維度的維數 (dimensionality) 乘積，再將其加總。舉例來說，一個

I1× I2× I3的三階張量中的 (3, 4, 5)位址轉換成以 0為起始的線性位址時需要計算

(3− 1) + (4− 1)× I1 + (5− 1)× I1 × I2。這樣的做法會使得計算的時間路徑過長，

沒辦法在高速的時脈下運行。再加上，因為使用了 28個位元來表示位址，將需要

使用 28位元的乘法器來完成上述運算，佔據較多的硬體資源。為盡量避免乘法器

的使用，我們使用基準位址來記錄各個模 n向量接下來的起始位址。為了計算四

階張量的線性位址，我們記錄了三個基準位址，第一個基準位址代表的是下一個

模 n向量的起始位址，第二個基準位址代表的是第一個基準位址達到該模的維數

上限時的下一個起始位址，第三個基準位址則代表第二個基準位址達到該模的維

數上限時的下一個起始位址。圖 3.4展示了基準位址在一個三階張量進行模 2乘法

運算時的運作情況。我們以此為例來做說明，其中藍色線段代表的是目前正在讀

取的外部記憶體位址，橘色線段為基準位址一，而綠色線段則是基準位址二。而

線段中顏色較深的部分代表各個變數接下來將代表的位址，淺的部分代表之前所

代表的位址，而介於兩者中間的則是目前所代表的位址。因為進行的是模 2乘法

運算，所以讀取位址會沿著藍色線段讀入資料，以模 2向量作為乘法時使用的矩

陣行向量。當讀取位址到達模 2的維數上限 I2，便會以基準位址一作為下個模 2
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圖 3.5: 讀取群集子張量並於模 n乘法組合之示意圖

向量的起始位址，而基準位址一也會移動到下一次要使用的起始位址。在這個例

子中，由於基準位址一是沿著模 1向量移動，所以下一個基準位址便是目前的位

址加 1。同樣的，當基準位址一到達其維數上限 I1，便會以基準位址二做為下一

次的起始位址，基準位址二也將移動到下一個起始位址，也就是目前的位址加上

I1 × I2。只要先定義好基準位址移動時的間距，並根據不同的模選取相應的間距，

就可以在避免使用乘法器的情況下完成張量的展開與讀取。而因為計算後的結果

在短暫的等候後便會輸出到外部記憶體，會有同時輸入與輸出資料的情況，所以

輸出位址將有另一組基準位址來進行計算。

另外，在讀取分群後的群集張量時，因為分配到群集的並不一定是連續的子

張量，所以在讀取位址移動時並沒有辦法單純透過加上定義好的間距得到下一個

讀取位址。因此在實作上，我們利用張量的模 n乘法不同模之間可交換的特性 (式

2.2)，首先對非分群模進行模 n乘法，如此一來便可以在讀取位址沿著其他的模

移動時，先行將沿著分群模的基準位址以該模的間距累加至下一個需要的起始位

址。而在輸出結果時分群模的基準位址將直接以連續的方式做移動，也就是在進

行模 n乘法的同時，將原本張量中分散的子張量組合起來，以便後續的使用。如

圖 3.5所示。

最後，位址計算器模組也會在讀取基底矩陣以及更新奇異向量時負責計算讀

寫的位址，基底矩陣的讀取因為是以連續的位址將整個矩陣讀取進來，做法上相

當直觀。至於更新奇異向量的讀寫則必須將奇異向量矩陣的任意兩個行向量讀入

進行更新。一般來說需要利用乘法器算出特定行向量的起始位址，但我們無論正

在進行哪一個模的高階奇異值分解，都固定使用同一個大小為 128× 128的矩陣來
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儲存奇異向量矩陣，因此只須將欲存取的行向量索引向左移位 7個位元便可得到

行向量的起始位址，簡化了這部分位址的運算。

3.3.3 靜態隨機記憶體陣列與緩衝區

在前面已提到，因為資料的數量太過龐大，我們必須將大部分的資料儲存在

外部記憶體，而在運算過程會頻繁取用或更新的資料則最好存放在晶片內部使其

可以快速的存取。為了可以有效率的運用每一次從外部讀入的資訊，我們希望可

以一次將每個要與目前讀入的張量資料作運算的矩陣資料從記憶體中讀取出來並

做平行化的運算，因此內部記憶體的頻寬將是影響加速相當重要的因素。一般單

埠靜態隨機存取記憶體一次可以讀寫記憶體中的一個字元，若使用較多的位元數

來儲存一個字元，並用希望一起存取的資料組合成一個字元，便可以一次的讀寫

中存取多筆資料，提高記憶體的頻寬。我們使用的製程供應商提供的靜態隨機存

取記憶體規格最高可以達到 144位元一個字元，由於一筆資料是 32位元，我們選

用其倍數 128位元作為一個字元的寬度，即一個字元中存放 4筆資料。此外，在

一些使用情況中我們也需要快速的存取記憶體中不同字元的資料，因此使用了雙

埠靜態隨機存取記憶體，可以一次對記憶體中的兩個字元進行讀寫。然而，這樣

的頻寬仍無法達到我們加速的需求，所以我們將資料分開儲存於多個字元量較少

的記憶體中，使用上便可以同時對多個記憶體進行讀寫，更進一步提升整體的頻

寬。最後，考量要存入內部記憶體的資料量且要將晶片保持在一個合理的面積，

我們使用十個字元量為 256，每個字元由 128位元組成的雙埠靜態隨機存取記憶

體來組成一個靜態隨機存取記憶體陣列，作為晶片內部的主要資料存放區域。

除了用靜態隨機記憶體陣列來儲存運算所需的資料，一些運算時的中間產物

或是正在等待處理的資料也需要額外的儲存空間，因為這些資料通常較少，可以

使用暫存器來儲存，存取上較為快速。我們使用了一個 32× 48的暫存器陣列來組

成一個緩衝區，供上述的資料作為暫存用途。靜態隨機記憶體陣列和緩衝區都是

由各個運算模組所共用，每個模組使用的方式皆不太相同，在接下來各個模組的

介紹中會個別做說明。

3.3.4 浮點數運算單元陣列

在此架構中，我們使用 DesignWare中所提供的浮點數運算模組來完成需要的

浮點數運算。在張量與矩陣的模 n乘法中，我們會同時對張量展開矩陣中，20個

列的 4筆資料進行內積運算，每個四點内積運算需要 4個乘法器與 3個加法器，
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圖 3.6: 張量與矩陣乘法之資料對應示意圖

總共需要 80個乘法器與 60個加法器。另外，還需要 20個加法器來將 20個列的

內積結果進行累加。因此，我們分別使用了 80個浮點數乘法器和 80個浮點數加

法器來達到張量模 n乘法運算的平行化。此外也使用了 2個浮點數開根號運算模

組及 2個浮點數除法器，用於計算奇異值分解中 Jacobi旋轉所需的參數和分群階

段對核心張量投射比重的 Frobenius範數。上述所提到的浮點數運算單元都具有較

長的運算時間，為了能在高速的時脈中使用，我們於其中安插了暫存器並進行時

序重置 (retiming)以達到管線化 (pipeline)的效果，利用多個時鐘週期來完成所需

的運算。

3.3.5 張量與矩陣乘法器模組

張量與矩陣的模 n乘法在分群張量近似的軟體實作中，是最耗時且使用次數

也最多的一種運算，因此也是在此架構中要達到加速的重點。我們所使用的張量

資料量相當的龐大，光是將整個張量的資料傳進晶片中，在一個時鐘週期傳入兩

筆資料並運作於 500 MHz時鐘頻率的情況下，便會花費掉軟體運算時間的三分之

一左右。也就是說，要達到加速的目的，我們必須將每筆資料的傳入次數控制在

三次以內，並在這幾次的傳入就將與其相關的運算完成。我們利用靜態隨機存取

記憶體陣列的高頻寬以及浮點數運算單元陣列的平行運算來達到此要求。

為了有效率的利用資料的每一次傳入，我們先檢視每一筆輸入的張量資料所

對應到的運算及與之做運算的矩陣資料，圖 3.6中展示了張量沿著模 n展開後與轉

置後的模 n基底矩陣相乘，也就是模 n乘法，的資料對應關係。其中，右邊的矩

陣為張量沿著模 n展開所得到的矩陣 ufn(A)，而其中的每一筆資料在整個運算中

需要和左邊的轉置基底矩陣 UT
n 中所有相同顏色的資料相乘。當 ufn(A)中的資料

沿著行向量方向被讀入時，我們希望能將讀入的資料與對應到的矩陣行向量中每

一筆資料相乘。因此我們在讀入基底矩陣資料時，會將矩陣行向量中的每一筆資
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圖 3.7: 轉置基底矩陣於靜態隨機存取記憶體陣列之資料配置

料存於靜態隨機存取記憶體陣列中同樣的位址中，之後便可以一次將行向量中的

資料讀出做運算。圖 3.7是轉置後的基底矩陣於靜態隨機存取記憶體陣列中的資料

配置圖，靜態隨機存取記憶體的字元由 128個位元組成，所以可以將行向量中連

續的四筆資料儲存於一個字元中，十塊靜態隨機存取記憶體便可在一次的讀取中

同時讀取行向量中的 40筆資料。此外，因為我們設定的張量各個模的最大維數是

128且維度縮減後的秩都將小於 80，轉置基底矩陣的列向量最多只會有 128筆資

料且列向量的數量會小於 80列，因此位址 0到位址 127之間的空間可以用來儲存

第 1到第 40列的資料，位址 128以後的空間則用來儲存第 40到第 80列的資料。

完成了轉置基底矩陣的讀取和儲存後，控制器模組便會進入讀取張量的狀

態，開始將張量資料讀入。前面的段落我們都以讀入一筆資料的情況來做說明，

實際上因為輸入資料的腳位有 64個位元，我們在一個時鐘週期中可以讀進兩筆資

料。為了將第二筆資料也充分利用，可以利用雙埠靜態隨機存取記憶體的第二個

讀寫埠將下一個行向量也同時讀取出來。從外部讀進來的兩筆張量資料會和從記

憶體中讀出的每一列的兩筆資料做內積運算，每一列內積所得的結果會再加上下

個週期中讀入的資料與記憶體資料的內積值。如此一直累加下去，到整個模 n向

量被讀入後，就能得到該模 n向量與轉置基底矩陣的 40個列向量的內積值，也就

是模 n乘法的結果張量中，對應到的模 n向量裡面的 40筆資料。因為靜態隨機存

取記憶體陣列一次只能輸出 40列的資料，若轉置基底矩陣擁有超過 40個列向量

就必須重新讀入一次模 n向量來做運算，在此情況下每筆張量資料在整個運算中
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圖 3.8: 模 n乘法運算示意圖

(a)奇數與偶數列同時計算 (b)奇數與偶數列交錯計算

圖 3.9: 浮點數加法器管線化後用於內積值累加示意圖

會被讀入兩次。圖 3.8是上述運算過程示意圖。

在上述的運算過程中，每個時鐘週期都會從外部記憶體及內部記憶體中讀取

需要的資料進行運算，而運算的結果要與之前運算的結果累加起來。然而，在前

一小節中曾提到，為了讓浮點數運算單元運作於高速的時鐘頻率，我們對運算單

元進行了時序重置與管線化，其中乘法器與加法器都被切為三級，輸入的資料會

在兩個時鐘週期後才能得到結果。如此一來在累加各個時鐘週期的內積結果時，

便會出現累加的結果來不及加入下一個週期內積結果的情況。如圖 3.9a所示，時

鐘週期 t0的内積結果輸入到加法器後，要到 t2才能得到累加的結果，來不及與 t1

的內積結果相加，需要用額外的時鐘週期來等待之前的累加結果，也會因此拉長

運算時間。為了解決這個問題，我們採用了交錯計算奇數列與偶數列內積值的方

式。在每一個時鐘週期中，只計算奇數列或是偶數列的內積值，讓需要累加的資

料之間多間隔一個時鐘週期，如此一來前面累加的結果與新的內積結果會在同一

個時鐘週期計算完成並進行下一次的累加。圖 3.9b中，時鐘週期 t0 中僅計算奇數

列的內積結果，t1 中則僅計算偶數列的內積結果，而下一次奇數列的內積結果會

在 t2 時計算出來，剛好可以與前面奇數列的累加結果進行相加。此外，為了不讓

運算的速度因為每個週期只計算一半的列向量個數而變慢，在一個週期中會用張

量資料中四筆資料和轉置基底矩陣列向量中的四筆資料作內積運算。四筆資料需

36



doi:10.6342/NTU201800667

圖 3.10: 交錯計算內積值示意圖

要兩個時鐘週期來讀取，在第三和第四筆資料讀取進來的週期可以開始計算與奇

數列的內積值，而讀取下一組資料的前兩筆資料的時鐘週期則可以用來計算與偶

數列的內積值。也因此我們需要在資料輸入與靜態隨機存取記憶體的資料輸出腳

位使用額外暫存器來將後續時鐘週期會使用到資料做暫存，以配合資料的連續讀

取。在資料讀取腳位和靜態隨機存取記憶體的奇數列會在第三與第四筆資料進入

的時候連同前一個時鐘週期的兩筆資料做取用，只需要額外使用一組暫存器，靜

態隨機存取記憶體的偶數列則因為會再晚一個週期才取用前兩個時鐘週期的四筆

資料，需要使用兩組暫存器。圖 3.10是交錯計算奇數與偶數列內積值的時序及暫

存器資料示意圖，其中紅色方框內的資料在當個時鐘週期將與時鐘週期 t0及 t1所

讀入的張量資料做內積運算。

最後，當整個模 n向量都被傳入，會直接再讀取下一個模 n向量，而當前的

模 n向量將在一段潛時 (latency)後完成所有內積值的加總並存放於緩衝區中。在

進行下一個模 n向量的運算的同時，緩衝區內的運算結果也會依序輸出到外部記

憶體。當所有模 n向量都完成運算且輸出後，張量與矩陣的模 n乘法也就完成了。

3.3.6 共變異數矩陣計算模組

共變異數矩陣計算模組在此架構中負責奇異值分解時所需的共變異數矩陣的

計算，以及在分群階段將子張量投射到核心張量基底的運算。如在 3.1節所提到

的，共變異數矩陣所包含的是張量展開所得的矩陣中任意兩個列向量之間的共變

異數值，也就是內積值，而共變異數矩陣也就等同於張量展開所得的矩陣與其轉

置矩陣相乘後的結果。另一方面，子張量對核心張量的投射運算則如式 2.13中所

示，等同於在與其他模的轉置基底矩陣相乘後的子張量沿分群模展開後，與同樣
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圖 3.11: 矩陣乘積轉換為向量乘積加總示意圖

沿分群模展開並做過正規化的核心張量進行矩陣乘法。以上兩個運算都可以等同

於是矩陣的乘法，然而不同於張量對矩陣的模 n乘法，這裡需要做相乘的兩個矩

陣資料都相當龐大，沒辦法沿用模 n乘法中先將基底矩陣讀入內部記憶體的方式。

相對的，這兩個運算所得的結果都是較小的矩陣，且需要於後續的運算中使用，

可以存於內部記憶體中。因為這兩個運算的性質相似，都會利用共變異數矩陣計

算模組來完成，然而它們之間仍有相異之處，因此模組中也以兩個不同的模式來

分別計算。

共變異數矩陣之計算

在進行共變異數矩陣的運算時，與模 n乘法一樣，因為資料量相當大，有效

率的運用每一筆傳入的資料是相當重要的。共變異數矩陣計算上有兩個特性。首

先，共變異數矩陣是由張量展開所得的矩陣與其轉置矩陣相乘所計算出來的，用

於相乘的兩個矩陣具有一樣內容，因此實際上只需傳入一個矩陣的資料。此外，

兩個矩陣相乘所得的結果是一個對稱矩陣，除了在儲存上可以上三角矩陣的方式

儲存以節省空間，在計算的過程中也只有一半的值需要計算。我們可以利用兩矩

陣相乘時相乘結果會等於前者的行向量與後者對應的列向量相乘並累加起來結果

的性質，如圖 3.11所示，因為前者的行向量與後者的列向量是相同的，只需要將

向量讀入一次便可以計算向量乘積。垂直向量與水平向量相乘所得的矩陣內容是

前者向量中元素與後者中任一元素的乘積。在讀入向量時，我們會依序將讀入的

資料排列於浮點數乘法器運算單元陣列所有乘法器的一個輸入端，而另一個輸入

端則會是該時鐘週期所讀入的資料，等同於將每一個時鐘週期所讀入的資料與所

有在前面時鐘週期讀入的資料相乘。然而，在浮點數運算單元陣列中只有 80個乘

法器，張量展開矩陣的行向量大小最多卻會達到 128，因此第 80個以後的元素在

讀入時並沒有辦法馬上與所有已讀入的元素相乘。而在這邊可以注意到，在第 80

個元素以前讀入的元素，在進行運算時並不會使用到所有的乘法器，於是我們將
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(a)向量資料讀入後於乘法器陣列的分配

(b)利用空閒乘法器完成前個行向量未完成之乘法運算

圖 3.12: 共變異數矩陣運算中乘法器陣列輸入資料示意圖

第 80個以後的元素，都暫時只與第 80個以前的元素進行相乘，並將它們存入緩

衝區，等到第二個行向量開始讀入，且使用到的乘法器數量還不多的時候，利用

空閒的乘法器來完成剩下的乘法運算。圖 3.12為讀入資料後利用乘法器陣列進行

乘法運算的示意圖。

行向量元素利用上述方式讀入並且與其他元素相乘後，必須立刻寫入靜態隨

機存取記憶體陣列中，讓整資料的讀入與運算可以連續進行。每個時鐘週期中，

浮點數乘法器陣列會產生 80個結果，與靜態隨機存取記憶體陣列一個週期最多可

以寫入的資料數相同，可以達成將每一個週期的結果一次寫入記憶體的需求。值

得注意的是，雖然靜態隨機存取記憶體陣列的儲存空間足夠存入結果的上三角矩

陣，但一個靜態隨機存取記憶體是由 256個 128位元的字元組成，以 32位元的資

料來看相當於一個 4 × 256的矩陣，10塊記憶體便是一個 40 × 256的矩陣，沒辦

法將一個維數為 128的上三角矩陣以完整的形狀存入，勢必要將其進行切割。因
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圖 3.13: 共變異數上三角矩陣存於靜態隨機存取記憶體陣列之資料分布

此在寫入資料時，我們利用雙埠隨機存取記憶體的兩個讀寫埠將輸出的 80筆資

料存入記憶體的不同位址中，等於將結果的矩陣的行向量拆開並放置於不同的位

址。為了盡量將相近的資料放在鄰近的位置方便後續的存取，行向量中第一筆資

料的運算結果，包含前一個行向量未完成的乘法運算結果，將存在位址 0與位址

128，行向量中第二筆資料的運算結果存在位址 1與位址 129，以此類推。所有元

素的運算結果存入後於靜態隨機存取記憶體陣列中的分布如圖 3.13所示。

在一個行向量全部被讀入並做乘法運算後，下一個行向量便會接著開始傳

入，在所有資料都被傳入並計算過後便完成了整個共變異數上三角矩陣的計算。

而除了第一個行向量以外，其餘的行向量資料在進行過乘法運算後必須與前面行

向量所計算出對應的結果進行加總。然而在寫入時已經佔用了所有的讀寫埠，必

須另外穿插一個時鐘週期來讀取之前的運算結果。此外，上述的資料運算方式並

沒有辦法在一個時間週期中將讀入的兩筆資料都做運算，因此沒辦法利用輸入腳

位一次傳入兩筆資料的優勢。整個運算將花費約整個張量展開矩陣資料量兩倍的

時鐘週期來完成。

子張量投射比重之計算

根據第 2.4.1節所介紹的演算法，計算子張量投射比重需要經過三個步驟，首

先將要計算比重的群集 c的核心張量沿分群模展開，並將列向量進行正規化得到

Vc，接著將要分群的子張量與群集中除了分群模外各個模的基底矩陣的轉置矩陣

進行模 n乘法，最後再將子張量沿分群模展開為一個向量並與 VT
c 進行乘法運算。

雖然在前面的討論中我們以一個子張量來做說明，但因為子張量在進行分群模以

外的模 n乘法時是互相獨立的，實作上可以直接將整個目標張量做模 n乘法形成

一個除分群模外各個模都已經得到縮減的張量，再將其沿分群模展開並與 VT
c 行

矩陣乘法，

40



doi:10.6342/NTU201800667

Bc = ufm(A
N

×
n=1
n̸=m

UT
n,c)

Wc = BcVT
c

(3.5)

所得到的結果Wc ∈ RIm×Rm 中的第 i個列向量便是子張量 Ami
投射到群集 c核心

張量基底的比重。

與計算共變異數矩陣一樣是矩陣乘法運算，且同樣是無法先將其中一個矩陣

存入內部記憶體的情況，我們可以再利用圖 3.11的性質來完成投射比重的計算。

但是不同於共變異數矩陣運算時，輸入矩陣的行向量具有較大的維數，VT 的列向

量維數 Rm 通常小很多，以我們測試時的設定為例，維數僅有 4。因此當乘法中

Bc 的行向量元素被讀進來時，並不需要與很多的 VT 列向量元素做乘法，不會佔

用很多的乘法器，資源的分配上可以更彈性，不必像前面的運算中使用兩個時鐘

週期來分別進行讀寫，也可以充分的運用一個週期中讀入的兩筆資料。

在這個模式中，會先讀入 VT 的一個列向量再接著讀入 Bc 中對應的行向量，

每一筆資料讀入時會依序排列在浮點數運算單元陣列中乘法器的一個輸出端，但

並不馬上進行乘法運算。等輸入的資料個數達到 40個，也就是乘法器個數的一

半，接下來的資料會繼續填入後 40個乘法器的輸入端，而前 40個乘法器則會開

始依序進行與 VT 列向量中各個元素的乘法，並將結果寫入靜態隨機存取記憶體

陣列中。相反的，接下來當後 40個乘法器完成資料讀取後，便會開始進行乘法運

算，而前 40個乘法器則開始進行資料讀取，如此交替進行。這樣一來，儘管實際

上對靜態隨機存取記憶體的讀寫仍分別使用了一個時鐘週期，但因為資料仍可以

持續的讀入到另一個區間的乘法器，並不會拖慢整個運算的進行。此外，資料不

用在一讀進來時便做運算，只需要先排放在乘法器的輸入端，一次讀入兩筆資料

的設計便可以確實的提升運算的整體速度。最後，儘管用 V為符號來做說明，但

我們至此尚未對核心張量展開後的矩陣列向量做過正規化。所以我們在讀入其列

向量元素時，也會與 Bc的行向量一起排列在乘法器陣列的同一個輸入端，如此便

能同時計算出核心張量展開後的矩陣中任意兩個列向量之間的內積值，其中也會

包含各個列向量與自身的內積值，也就是其 Frobenius範數的平方，可以直接用於

之後比重 Frobenius範數的計算。圖 3.14是此運算中乘法器與資料分布的示意圖，

圖中以 Rm = 2且前 40乘法器剛完成資料讀取的兩個時鐘週期為例，可以看到後

40個乘法器讀入資料時前 40個乘法器正依序乘上 VT 的列項量元素，一次可以讀

入兩筆資料，以及將 VT 列向量的範數平方一併計算的部分。
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圖 3.14: 子張量投射比重計算之乘法器與資料分布示意圖

3.3.7 Jacobi旋轉處理器模組

Jacobi旋轉處理器模組負責奇異值分解中計算出共變異數矩陣後將目標矩陣

行向量正交化的部分。如 3.1節所提到的，在這個演算法中我們不直接對行向量

進行正交化，而是對共變異數矩陣中的共變異數和範數平方值進行更新。在每次

迭代中，Jacobi旋轉處理器模組會選取一對行向量並進行三個主要功能：利用兩

個行向量的共變異數與範數平方值計算出旋轉所需參數、對奇異向量矩陣進行旋

轉，以及更新共變異數矩陣。當所有的行向量對都經過旋轉後，即完成一次拂掠

(sweep)，會再重新開始下一次拂掠，直到所有行向量對的共變異數都小於特定閾

值 (threshold)為止。

Jacobi旋轉參數之計算

在選定一對行向量後，Jacobi旋轉處理器模組會從靜態隨機存取記憶體陣列

中讀取出它們之間的共變異數以及各別的範數平方值，接著以演算法 4中所列的

方式計算出用於旋轉及更新共變異數矩陣的參數。其算式可以整理為：
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圖 3.15: Jacobi旋轉參數運算流程 [10]

cos =

√
(n2−n1)

2
+2c21,2+|n2−n1|

√
(n2−n1)

2
+4c21,2

(n2−n1)
2
+4c21,2+|n2−n1|

√
(n2−n1)

2
+4c21,2

sin = (sign)
√

2c21,2

(n2−n1)
2
+4c21,2+|n2−n1|

√
(n2−n1)

2
+4c21,2

t = (sign)
|2c1,2|

|n2−n1|+
√
(n2−n1)

2
+4c21,2

(3.6)

其中 c1,2代表的是兩個行向量間的共變異數，n1和 n2則分別代表兩個行向量的範

數平方值。此外，sin和 t的正負號將由 n2 − n1 和 c1,2 的正負號決定，當兩者同

號時 sin和 t為正，反之則為負。整理成上列的形式後，可以將運算過程用浮點

數運算單元以如圖 3.15的方式來實現。儘管已經將沒有相依性的變數平行地計算，

因為浮點數計算單元耗時較長，這樣串接的方式仍會有 30個時鐘週期的潛時。為

了不浪費等待的時間，在計算參數的同時也會開始讀入接下來要進行更新的奇異

向量。

奇異向量矩陣之計算

在張量近似所需要的奇異向量矩陣，如前面所提到的，就是一個可以將目標

矩陣的行向量正交化的正交矩陣，所以必須計算每個迭代中將行向量正交化的旋

轉矩陣的乘積。在開始進行迭代前，會在外部記憶體初始化一個單位矩陣，在每
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圖 3.16: 旋轉矩陣

一次迭代計算出旋轉矩陣後再將其乘上旋轉矩陣。旋轉矩陣的形式如圖 3.16所示，

可以看出正如其功能是將兩個行向量正交化，乘上旋轉矩陣後只有其對應到的兩

個行向量會受到影響。

因此，在更新奇異向量矩陣時，我們只會將對應到的兩個行向量讀入晶片內

並進行旋轉運算：

v′i = cos× vi − sin× vj

v′j = sin× vi + cos× vj
(3.7)

迭代中的兩個行向量索引決定了之後，會馬上開始選定的行向量中元素的讀取。

因為乘法器數量的限制，我們一次只會讀取兩個行向量中各 40筆資料進行運算。

兩個行向量的 40筆資料都讀入後會馬上進行更新後行向量資料的計算，並將計算

的結果存入緩衝區，利用暫存的方式讓資料的讀取不會中斷，可以直接再讀取接

下來的資料。計算完成的結果會在資料讀取持續進行的同時，從緩衝區中依序輸

出到外部記憶體。這樣的流程會重複直到將兩個行向量都全部更新完為止。

共變異數矩陣之更新

兩個被選定的行向量之間的共變異數與個別的範數平方的更新相當直觀，只

要利用前面計算出的參數 t及兩向量之間的共變異數就可以根據演算法 4中的方式

計算出更新後的範數平方值，共變異數值則直接更新為正交化後應有的內積值 0。

因為只要更新三個值，耗時相當少。而另一方面，兩個行向量與其他行向量之間

的共變異數值的更新所要更新的值更多，加上共變異數於靜態隨機存取記憶體陣

列中的擺放方式影響，更新的範圍較為複雜也更加耗時。若在一次迭代中，被選

定的兩行向量索引分別為 i和 j，共變異數矩陣中需要更新的資料分布如圖 3.17所
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圖 3.17: 共變異數矩陣中需要更新之資料

示，其中以相同顏色標記的向量對需要利用彼此的值來進行更新。可以看到圖中

三種不同顏色的向量對以不同的方式排列於共變異數矩陣中，因此更新時的流程

也會有所不同，在控制器模組中使用了三個不同的狀態來分別進行三個向量對的

更新。

上述的三種向量對之中，以藍色標記的向量對的更新是耗時最少的。因為垂

直排列的行向量元素可以利用靜態隨機存取記憶體陣列中每塊記憶體可以平行做

讀取及寫入的特性，加上我們使用了雙埠隨機存取記憶體，在一個時鐘週期中最

多可以讀寫兩個行向量中的各 40筆資料，利用浮點數運算單元陣列進行平行運

算，可以快速地將兩個向量中的共變異數值更新完畢。因為共變異數矩陣是以切

割後地上三角矩陣儲存於靜態隨機存取記憶體陣列中，行向量最多會被分割為四

個區段，每個區段會儲存於靜態隨機存取記憶體的不同位址。在更新的過程中會

依序將各個區段從記憶體陣列中讀取出來進行更新的運算，運算方式則與式 3.7相

同。兩個向量中各個區段於靜態隨機存取記憶體陣列中的位址如圖 3.18所示，可

以看到在向量的最後一個區段並不是所有位於該位址的值都需要更新，因此必須

根據 i值將不需更新的靜態隨機存取記憶體停用，並用靜態隨機存取記憶體的寫

入遮罩 (write mask)防止覆蓋掉不該被更新的資料。

接下來，以橘色標示的向量對的更新需要對垂直和水平的兩個向量進行更

新。儘管垂直向量跟前面一樣可以快速的從記憶體陣列中讀取出來，但水平向量

中的資料是儲存於同一塊靜態隨機存取記憶體中的不同位址，沒有辦法做平行的

輸出，必須一個一個的讀取出來，因此整個更新的流程將耗費相當於向量中資料

量的時鐘週期。為了簡化讀寫時的記憶體位址計算，我們利用記憶體的兩個讀寫
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圖 3.18: 垂直向量於靜態隨機存取記憶體陣列中的分段與位址

圖 3.19: 垂直向量中的分段與對應的水平向量於靜態隨機存取記憶體陣列中的位址

埠分別負責資料的讀取與寫入。跟前面處理垂直向量時一樣，垂直的向量會被切

割成幾個區段，水平的向量則因為存於同一塊記憶體中而不會被切割。在更新的

過程中，會先將要做更新的垂直向量區段讀取出來。接著，水平向量中的資料會

被依序讀出並計算出水平向量更新後的結果，結果一被計算出來負責寫入資料的

讀寫埠便會馬上將結果寫入要更新的位址。當目前的垂直向量區段對應到的水平

向量資料被全部讀入後，負責讀取資料的讀寫埠會再將下一個區段的垂直向量資

料讀出來並接著繼續水平方向的讀取。同時當前垂直區段的更新運算也會在水平

資料齊備後開始，當計算完成，負責寫入的讀寫埠便可將整個垂直區段的更新結

果平行寫入記憶體中。兩個向量在靜態隨機存取記憶體陣列中的位址分布如圖

3.19所示。

綠色的向量在更新時一樣會因為水平方向的讀取而速度較慢。做法上則相當

直觀，原則上一樣用一個讀寫埠讀取資料一個讀寫埠寫入資料。一般情況下兩個

水平向量中對應的兩筆資料會存放在不同的記憶體中，因此可以同時被讀取出

來，負責讀取的讀寫埠依序將兩個向量中對應的兩筆資料讀取出來後可以馬上用

於計算更新後的結果，計算出的結果再由負責寫入的讀寫埠寫入應放置的位址即

可。有時候需要更新的兩個水平向量會是存放於同一塊記憶體中的兩個向量，儘

管如此，如果兩個向量中對應的資料是存放在同一個位址中的不同位元，兩個資
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(a)兩水平向量存放於不同塊記憶體

(b)兩水平向量存放於同記憶體且不同位址

圖 3.20: 兩水平向量於靜態隨機存取記憶體陣列中的位址分布

料仍然可以同時被讀取與寫入，不會影響到整體的更新速度。然而，因為上三角

矩陣被切割存放於靜態隨機存取記憶體陣列的關係，兩個對應的資料在一些情況

中會存放在同一塊記憶體中的不同位址，如此一來便必須動用兩個讀寫埠才能夠

將兩筆資料同時讀出或寫入。因此在這個情況中兩個讀寫埠將各自負責一個水

平向量的所有讀寫，也使得讀與寫的操作不能同時進行，更新的時間會增加為

兩倍。圖 3.20展示了兩水平向量於靜態隨機存取記憶體陣列中的位址分布，其中

3.20a和 3.20b分別為兩向量存放於不同塊記憶體與存放於同塊記憶體的情形。

最後，完成共變異數矩陣的更新後，會繼續開始下一次的迭代，每一次選取

到的兩個行向量間的共變異數若小於設定的閾值，便會被跳過不做旋轉與更新。

當一次拂掠中所有的行向量對的共變異數都小於閾值，Hestenes-Jacobi的演算法

便算完成了。共變異數矩陣中對角線上的元素即是目標矩陣的奇異值的平方。然

而，共變異數矩陣中的奇異值並沒有按照大小排列，因此當迭代結束後，會將對

角線上的元素全部讀取出來，並進行平行泡式排序 (parallel bubble sort)來取得由

大到小的奇異值索引。排序過後的奇異值索引會輸出到外部系統，由外部系統根

據此索引將奇異向量矩陣中的奇異向量依序組成我們需要的基底矩陣，完成奇異

值分解的計算。
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3.4 硬體實驗結果

在這一節中，我們將硬體加速架構的近似結果以及運算速度與軟體實作的版

本進行比較，以此來檢視設計的成果。此硬體架構可以處理的最大張量尺寸為

128 × 128 × 128 × 128的四維張量，但由於硬體模擬時間過於冗長，我們以較小

的張量作為近似目標完成整個演算法流程的模擬，完整尺寸的張量資料則僅分別

就各個運算模組測試其運作的正確性。因此，以下所用於比較的近似結果將是小

尺寸張量的近似結果，張量的尺寸為 64 × 64 × 60 × 60，近似後的核心張量尺寸

為 40× 40× 4× 8並沿視角模分為 3個群集進行近似。此外，晶片佈局 (layout)和

合成 (synthesis)後的模擬時間更是高達暫存器轉移層次 (register transfer level, RTL)

模擬的數十倍以上，因此在現階段，布局後的模擬我們僅做到各個運算正確性的

確認，合成後的模擬則做到演算法中一次迭代的正確性確認。

在近似結果方面，因為硬體使用單精度浮點數進行運算，相較於軟體使用雙

精度浮點數運算，硬體會有較大的誤差，而這個誤差會影響到交替最小平方法的

收斂。在這裡我們使用兩個連續的迭代中核心張量的範數平方值的差做為衡量收

斂的依據，軟體與硬體的收斂過程如圖 3.21a所示，硬體實作的結果從第 5次迭代

開始便停止收斂，在一定的範圍內起伏。然而，從圖 3.21b中可以看出，儘管無法

收斂到如軟體實作般精準，對於近似結果的影響並不大，軟硬體於每次迭代後的

近似誤差都幾乎相同，且從第 4次迭代後便幾乎不再變動。由此可以看到硬體的

近似結果並不比軟體的結果差。

在運算時間方面，在以如前面所說的張量尺寸與參數設定進行近似時，我們

的硬體架構可以達到 9.41倍的加速。軟體的實作環境為 Intel CoreTM i7@4.00GHz

的中央處理器與 32 GB的記憶體，使用的程式語言則為Matlab。硬體與軟體的運

算時間列於表 3.2

最後，本硬體架構的規格如表 3.3所示，使用了 TSMC 40nm製程進行合成

與佈局，運作於 476 MHz頻率，面積與功率分別為 3.152 mm²和 744.8 mW。圖

3.22為晶片佈局圖與時脈相位延遲圖。
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(a)軟硬體收斂過程比較圖

(b)軟硬體近似誤差比較圖

圖 3.21: 軟硬體近似結果之比較

Matlab Hardware

Tensor size 64× 64× 60× 60

Reduced rank 40× 40× 4× 8

C 3

Computation time 30.39s 3.23s

Speed up - 9.41×

表 3.2: 軟硬體運算時間比較表
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Cell library TSMC 40nm

Operating corner
Slow: 0.81 V, 125◦C

Fast: 0.99 V, -40◦C

Clock frequency 476 MHz

Core area 2.609 mm²

Chip area 3.152 mm²

Gate count 2684679

SRAM usage 40 KB

Power consumption 744.8 mW

表 3.3: 晶片規格 (Pre-layout Simulation)

圖 3.22: 晶片佈局圖與時脈相位延遲圖
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Chapter 4 結論與展望

4.1 結論

隨著電腦視覺與電腦圖學等領域的發展，需要處理的資訊與資料量都大幅增

加，多維度的視覺資料也被廣泛的應用，為了處理如此大量的資料，如何以簡潔

的方式表示與儲存資料是一個相當重要的研究議題。不同於傳統的維度縮減演算

法，張量近似在維度縮減的同時，保留了資料的多維度結構，充分利用結構中的

冗餘資訊以達到更好的壓縮效果。其分別針對各個維度進行維度縮減的特性也讓

使用者能更有彈性地控制需要保留的資訊。除此之外，為了將張量近似應用於需

要快速生成影像的應用中，可以將張量先行分群後再做近似，減少重建時的運算

量，達到快速重建的需求。在本篇論文中我們提出了一個硬體架構來加速分群

張量近似演算法，利用硬體平行運算的優點將因為龐大資料量及運算量而相當

冗長的近似過程進行加速。我們運用了十塊靜態隨機存取記憶體組成的高頻寬

內部記憶體陣列來達到高度的平行運算，並實作了適用於大尺寸長方形矩陣的

Hestenes-Jacobi奇異值分解演算法來對張量資料進行分析，最終達到了 9.4倍的加

速效果。

4.2 展望

在我們的硬體設計過程中，考量到靜態隨機存取記憶體陣列與浮點數運算單

元陣列已經占據相當大的面積，我們盡量將已使用的硬體資源做重複利用，以減

少額外的面積。如此一來雖然能減少硬體資源的使用，但也使得設計上較沒有彈

性，若在資源使用上適度的取捨，也許能夠在不增加太多資源使用的情況下達

到更大幅度的加速。以奇異值分解為例，為了不使用額外的記憶體來儲存共變

異數矩陣，將共變異數矩陣進行切割，卻也增加了存取的複雜度，讓平行化進行

Jacobi旋轉更加困難，也因此減少了再加速的可能性。在往後的研究中，可以此

做為主要的改良方向。
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